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1．まえがき

1.1　背景　ものづくり領域において、「人材不足」およ
び「嗜好の多様化」が進み、人による目視検査工程の自動
化ニーズが高まっている。しかし、既存の画像センサでは
検査工程の自動化は一部のみしか実現できていない。その
要因は、「つくるものの多様化により、検査ワークの材質
や形状の多様性に対応しきれない」「高度な専門知識を保
有しなければ調整できない」などの課題がある。そこで、
我々は検査工程を自動化するために、「多種多様なワーク・
欠陥種に対応可能」かつ「誰でも簡単に設定可能」という
要件を満たす外観検査自動化技術の実現を目指す。

多種多様なワーク・欠陥種に対応するためには、欠陥を
検出するアルゴリズム、欠陥を強調する入力（照明・撮像）
技術、ワーク形状に対応するための駆動技術が必要である
が、その中で、本稿では、多様な欠陥を検出可能にする欠
陥検出アルゴリズムを提案する。

1.2　Deep Learningを活用した事前学習型欠陥検出の提案　

多種多様な画像解析においてDeep Learningが成果を上
げている中、ネックとなっているのは、画像の収集である。
外観検査でのDeep Learningの実用化にあたり、学習に
使用する画像の収集が、現場の作業者にとって大きな負担
となり、製品ラインの立ち上げ時に十分な枚数の学習画像
を確保することは困難であることが想定される。本稿では
この課題を解決するために、ラインごとに学習画像を準備
する必要のない、事前学習型のアルゴリズムによる外観検
査の自動化を提案する。

外観検査においては多種多様なワーク表面・欠陥状態の
微小な差から欠陥のみを検出する必要性がある。外観検査
の対象ワーク・欠陥状態は表1のように分類できる。この
分類の中で、既存の画像センサで実用化がなされているの
は、一様ワーク上の顕著な欠陥の検査のみである。それに
対して、本稿で提案するアルゴリズム、一様ワーク上の微
小欠陥を対象としている。一様ワークであれば異なる製品
ライン間でも似た特徴を示すため、事前学習型のアルゴリ
ズムでも十分に対応可能である。

本稿では外観検査自動化システムにおいて、一様背景（ヘアライン、梨地、等） ワークにおける多種多様な欠陥を検
出する技術を提案する。現在、ものづくり領域において、「人材不足」および「嗜好の多様化」が進み、目視検査工程
の自動化ニーズが高まっているが、既存の画像センサでは多種多様なワーク・欠陥種に対する自動化は実現できていな
い。そこで我々はDeep Learning技術を活用し、多種多様な欠陥状態を事前に学習することで、人のような検査を複
雑な設定なく誰でも自動で実行することが可能な欠陥検出技術を構築した。また、GPUのような高コストな装置を導
入することなく、CPUで高速動作可能な工夫を導入することで、既存の画像センサに搭載可能にした。これにより、
一様背景ワークの外観検査自動化が可能となる。
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表1　表1 ワーク・欠陥状態の分類

図1　検査システム概要

図2　Feature Mapの生成フロー

 

2．システム概要

検出処理の概要を図1に示す。入力画像を事前学習型の
CNN （Convolutional Neural Network） によって処理す
ることで、欠陥らしさを表すFeature Mapを生成する。
そして、得られたFeature Mapを2値化し、欠陥領域とし
て抽出する。

 

このようなタスクを行う場合のDeep Leaningの研究事
例 と し て は、 一 般 に は Object detection や、Semantic 
segmentationといった処理結果を出力するアルゴリズム
がベースとなる1）ことが多いのに対して、本稿で提案する
アルゴリズムでは、Feature Mapを最終出力としている。
この理由は、実際の現場においては、生産ラインごとに製
品の欠陥を不良品とするか良品として許容するかの判定基

準が異なり、ラインごとの閾値を設定する余地を残す必要
があるためである。実際の運用形態としては、画像センサ
に搭載されたうえで、提案アルゴリズムによって欠陥部分
のみを強調したFeature Mapを生成した後に、単純な画
像処理の2値化やラベリングを適用し、欠陥の位置や大き
さを用いて良否判定を行う、といった一連の検査フローの
一部として活用されることを想定している。

3．欠陥検出画像の生成アルゴリズム

製造現場での欠陥検査では、欠陥以外のものが画像に映
りこむことも考えられ、後段処理で欠陥とそれ以外の分類
が必要な場合がある。そのために、「欠陥らしさ」を画像
化したFeature Mapにより、位置や大きさを特定できる
ようにする。Feature Mapの作成は下記2ステップから成
り立つ（図2）。
（1）検査画像に欠陥が含まれる確率を推定
（2） 推定した欠陥の位置を特定し、画像化
まず、（1）では検査画像をCNNに入力し、画像内に欠

陥が存在する可能性を0～1の確率で出力する。CNNは事
前に大量の欠陥画像を用いて学習しておくことで、検査画
像に欠陥に近いパターンが含まれると高い値を出力するよ
うになっている。

次に、（2）では（1）が推定した欠陥確率が、検査画像
内のどの場所に由来するものかを求める。CNNでは欠陥
位置を表す情報は、各中間層の計算結果に含まれることが
知られており2）、これらを用いて、欠陥確率への寄与度を
検査画像の画素単位で算出できる。最後に、画素毎の寄与
度に適切な倍率をかけてFeature Mapとする。

Feature Mapの例を図3に示す。この図では欠陥確率へ
の寄与度が高いほど色が青から赤に変化する。検査画像中
で欠陥が存在する箇所が高い値になっていることがわかる。
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図3　Feature Mapの例

図5　畳み込み層のカーネルの小型化

図4　学習画像の例

4．学習画像DB

事前学習型のアルゴリズムで十分な性能を発揮するには、
現場で生産される多種多様なワークを網羅する、大規模な
学習画像DBを開発時に構築する必要がある。しかし、実
ラインのデータは常に保存されているわけではなく、企業
秘である場合もあるため、容易には開発用途での収集はで
きない。特に欠陥を含む画像データは絶対数が少なく、良
品とのデータ数のバランスがとれないという問題もある。

学習に使用可能な画像の調達が困難な条件においての
DB構築方法として、擬似的にCG （Computer Graphics）
やGAN （Generative Adversarial Network）で生成した
画像を学習画像として使用する手法が提案されている3） 4）

が、実環境で実際に有効性が示されるケースは稀である。
そこで、本稿で提案するアルゴリズムの開発においては、

実際の現場で発生が想定される欠陥種別、位置、サイズ、色、
背景素材、光源設定等の組み合わせを網羅したパターンの
ワークを実際に作成、撮影し、学習画像DBを構築した。
図4は実際に作成した組み合わせパターンの例である。

 

学習処理においては、撮影した各画像に対してクリッピ
ングやノイズ付加等のオーギュメンテーション処理を加え、
800万枚に増強した画像を使用している。

この学習DBを使用することにより、本稿で提案するア
ルゴリズムは、現場で多種多様なワークや欠陥形状に対応
することが出来る。

5．高速化の検討

一般にDeep Learningを実行するにはGPUなど潤沢な

計算資源を用いるが、現場で使う画像センサの場合、コス
ト等の問題によりこれらの活用が困難である。そこで
CPUのみの処理にて高速性を改善するために、CNNの処
理時間の多くを占める畳み込み層に着目し、ネットワーク
構造とコードの実装形態を画像センサのHW構成に最適
化している。これにより、入力画像の解像度次第で、 
100ms ～ 600msの処理時間を実現している。

5.1　ネットワーク構造の最適化　高精度なDeep Leaning
のネットワーク自体は数多く提案されているものの、
GPUの使用を前提としたものが多く、画像センサのCPU
での処理時間は1000msを超えてしまうものがほとんどで
ある。本稿で提案するアルゴリズムで採用しているネット
ワークは、一般物体認識のタスクにおいて高い精度で高速
なネットワークとして代表的なResNet5）や、Inception6）

といったCNNのネットワークをベースとしつつ、ネットワー
クの各レイヤーを、多種多様な欠陥、背景パターンの組合
せに対応することを考慮して、Effective Receptive Field
の多様性を重視した構成と7） 8）し、さらに、様々な高速化
構造9）を取り入れることで、速度と精度の両立を図った。

5.2　カーネルの近似　畳み込み演算は、カーネルのサ
イズに比例して計算量が増加するため、カーネルは小さい
ほうが高速である。一方、CNNでは小さなカーネルの畳
み込み層を多段で使うことで、大きなカーネルの畳み込み
層と同等の効果があることが知られている10）。そこで我々
はカーネルサイズNxNxCの畳み込み層を1xNxCおよび
Nx1xCの2段の畳み込み層に分けることで、全体の計算時
間を短縮する。（図5）

 

5.3　固定小数点化と並列演算命令の活用　畳み込みは
浮動小数点のデータ列に対する積和演算である。一方、画
像センサで採用するCPUでは、複数のデータに対する積
和演算を並列で実行する命令セット（Single Instruction 
Multiple Data：SIMD）が使用できる。また、SIMDでは
データを表現するbit数が少ないほど多の並列実行ができる。
我々は畳み込みの計算において、入力と出力を8bit固定小
数点化することで、最大32並列で演算実行するようにする。

6．性能評価

本稿で提案したアルゴリズムを、466枚の検査画像（良
品62枚、不良品404枚）に対して適用し、性能を評価した。
比較対象とした従来手法の精度は、画像センサに搭載され
ている、コントラスト強調や、エッジ検出といった一般的
なフィルタをワークごとに最適化し、欠陥領域を抽出する
ことで算出している。また、評価に使用した画像は、本稿
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図6　学習画像と類似したワーク

図7　学習画像と差異の大きいワーク

表2　性能評価結果

見逃し 見すぎ

従来手法 3.2% 6.7%

提案手法 0.9% 3.4%

で採用した学習画像とは撮影環境も撮影対象も異なる画像
である。

性能評価の結果を表2に示す。表中の見すぎは良品画像
からの誤検出、見逃しは不良品画像に対する未検出である。

見逃し、見すぎともに、提案手法が高い精度を示した。
また、従来手法がワークごとに複数のフィルタの選択と多
数のパラメータの調整を要するのに対し、提案手法を使用
する上で調整が必要なパラメータはFeature Mapに対す
る閾値のみであるため、現場での調整の手間の削減も期待
できる。

図6、7に提案アルゴリズムによる欠陥部位の抽出結果
の例を示す。図の1段目は入力画像で、2段目は比較用に
画像センサに実装されている従来手法によって入力画像か
ら欠陥部位の抽出を行った結果である。そして、3段目が
提案アルゴリズムによる欠陥部位の抽出結果である。図6
に示したワークは学習画像に類似したパターンの画像を含
む場合の結果で、図6（a）は梨地のアルミにキズが付い
ているワークである。入力画像の解像度が約2000 × 2000
に対してキズの幅は約4pixと細く、かつコントラスト比
も低いため、従来手法によって処理を行った場合は全く抽
出出来ていない。これに対して、提案アルゴリズムによっ
て処理した結果では、従来手法では不可能だったキズ部位
の抽出が出来ており、かつ、キズ部位と隣接した画像上で
はより顕著なコントラスト比を示す照明の影を無視できて
いる。図6（b）は汚れのついたプラスチックフィルムで
ある。フィルムには細かなヘアラインが入っており、従来
手法によって処理した場合、それらに起因するノイズがワー
クの広範囲に発生している。それに対し、提案アルゴリズ
ムによって処理した結果では、ヘアラインの影響を受けず
によりクリアに欠陥部位の抽出が出来ている。

 

図7は学習画像との差異の大きく、かつ背景部分の情報
量が多いワークに対する出力結果である。図7（a）はフェ
ライトコアにクラックが発生している画像で、学習画像に
はこのような形状の情報が含まれる画像は存在しない。こ
の画像に対して従来手法によって処理を行った場合、クラッ
ク部分の抽出こそ行えているものフェライトコアそのもの
形状や表面荒れに起因するエッジも同様に抽出されている。
対して、提案アルゴリズムによって処理した結果では、ク
ラック部分のみが顕著な欠陥部位として出力されている。
図7（b）は木製のスマートフォンカバーにホコリが乗っ
ている画像である。学習画像には、木製のワークの画像は
なく、ホコリを欠陥として含むパターンも今回の開発にお
けるターゲットとしていなかったため、存在しない。この
ワークに対して従来手法によって処理を行った場合、ホコ
リだけでなく、木目の部分も同等の強度で抽出されてしまっ
ている。これに対して、提案アルゴリズムによって処理し
た結果では、木目パターンもホコリも学習していないもの
の、木目を無視してホコリ部分が欠陥として出力できてい
る。

 
これらの結果から、本稿で提案するアルゴリズムは、事

前学習型でありながら、学習画像に存在しない、未知パター
ンに対して高い対応能力も持つといえる。

7．むすび

本稿では、多種多様なワーク、欠陥種別に対応可能な事
前学習型の欠陥検出アルゴリズムを提案した。提案手法に
より、未知のパターンのワーク、欠陥に対しても対応でき
ることが確認できた。

今後の展望としては、より複雑な入力（照明・撮像）技
術、ロボットの駆動技術との連携や、より複雑なデザイン
のワークに対応するための、オンライン追加学習を検討し
ている。
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